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Résumé

Ce mémoire développe une méthodologie intégrée pour la prédiction des propriétés pé-
trophysiques (perméabilité K1 et porosité PHIE1) des réservoirs pétroliers en combinant
géostatistique et apprentissage automatique (Machine Learning) sous Python. À partir de
données spatiales réelles (fichier TPgroupe2 . x1s), une analyse exploratoire et une trans-
formation logarithmique (logK1) sont réalisées. La structure spatiale est modélisée par va-
riogramme (modèle sphérique), puis le krigeage ordinaire est appliqué pour produire des
cartes d’estimation et d’incertitude.

Les modèles de Machine Learning (Random Forest, XGBoost) améliorent les prédictions
non linéaires mais ignorent la dépendance spatiale. Une approche hybride est proposée :
elle combine la tendance de Random Forest avec le krigeage des résidus, améliorant à la fois
la précision et la cohérence spatiale. Enfin, une simulation gaussienne séquentielle (SGS)
génère de multiples réalisations, permettant de cartographier les quantiles P10, P50, P90 et
l’écart-type (spread), quantifiant rigoureusement l’incertitude spatiale pour l’aide à la déci-
sion.
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Abstract

This thesis presents an integrated methodology for predicting petrophysical properties
(permeability K1 and porosity PHIE1 ) of oil reservoirs by combining geostatistics and ma-
chine learning using Python. Based on real spatial data (file TPgroupe2. xls), an exploratory
analysis and a logarithmic transformation (log K1 ) are performed. Spatial continuity is mo-
deled using an experimental variogram (spherical model), followed by ordinary kriging to
generate estimation maps with uncertainty.

Machine learning models (Random Forest, XGBoost) capture nonlinear relationships but
ignore spatial dependence. A hybrid approach combining the Random Forest trend with kri-
ging of residuals is proposed, improving both predictive accuracy and spatial consistency.
Sequential Gaussian Simulation (SGS) generates multiple equiprobable realizations, yielding
P10 (pessimistic), P50 (median), P90 (optimistic) maps and a spread (P90 - P10) map, provi-
ding rigorous quantification of spatial uncertainty for decision support in reservoir enginee-
ring.
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